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En	esta clase

• Sugerencias para	presentar Proyecto	Final
• Factorization	Machines
• Resultado de	proyecto final,	clase RecSys 2014	
(usando MovieCity)



¿Cómo presento mis resultados en	el	
proyecto final?

R:	Usando como ejemplo los	papers	de	Rendle
et	al.



Comparación con	varios algoritmos

• Chequear parámetros (learning	rate,	
dimensionality,	regularization,	context)



Comparación con	varios algoritmos

• Comparar distintos datasets/features



Comparación con	varios algoritmos
Steffen	Rendle (2013):	Scaling	Factorization	Machines	 to	Relational	 Data,	in	Proceedings	
of	the	39th	international	 conference	on	Very	Large	Data	Bases	 (VLDB	2013),	Trento,	
Italy.



Factorization	Machines
• Rendle,	S.	(2010,	December).	Factorization	machines.	
In	Data	Mining	(ICDM),	2010	IEEE	10th	International	
Conference	on	(pp.	995-1000).	IEEE.

• Rendle,	S.,	Gantner,	Z.,	Freudenthaler,	C.,	&	Schmidt-
Thieme,	L.	(2011,	July).	Fast	context-aware	
recommendations	with	factorization	machines.	In	
Proceedings	of	the	34th	international	ACM	SIGIR	
conference	on	Research	and	development	in	
Information	Retrieval	(pp.	635-644).	ACM.

• Rendle,	S.	(2012).	Factorization	machines	with	libFM.	
ACM	Transactions	on	Intelligent	Systems	and	
Technology	(TIST),	3(3),	57.



Máquinas de	Factorización (2010)
• Inspiradas en	SVM,	permiten agregar un	número
arbitrario de	features	(user,	item,	contexto)	pero
funcionan bien con	“sparse	data”	al	incorporar
variables	latentes factorizadas (inspiradas en	
Factorización Matricial).	No	se	necesitan vectores
de	soporte para optimizar el	modelo.

• Generalizan diversos métodos de	factorización
matricial.

• Disminuyen la	complejidad de	aprendizaje del	
modelo de	predicción respecto de	métodos
anteriores.



Motivación de	FM

• Cada tarea de	recomendación (implicit	feedback,	
agregar tiempo,	incorporar contexto)	requiere
rediseño del	modelo de	optimización y	re-
implementación del	algoritmo de	inferencia

• Lo	ideal	sería usar alguna herramienta como
libSVM,	Weka,	…	agregar los	vectores de	features

• Pero para manejar datos tan	dispersos,	se	
podrían mantener las factorizaciones!



Ejemplo

• Supongamos los	siguientes usuarios,	items	y	
transacciones



Representación	Tradicional

http://dparra.sitios.ing.uc.cl/classes/recsys-2016-2/clase8_factorizacion_matricial.pdf



Otros Modelos
Ejemplos de	Datos:																																														Ejemplos de	Modelos:



Modelos de	Factorización	Secuencial



Modelos de	Factorización

• Ventaja:
– Permiten estimar interacciones entre	dos	(o	más)	
variables	incluso si la	interacción	no	es	observada	
explícitamente.	

• Desventajas:
–Modelos específicos	para	cada	problema	
– Algoritmos	de	aprendizaje	e	implementaciones	
están	diseñados	para	modelos	individuales



Datos y	Representación	de	Variables

• Muchos modelos de	ML	usan vectores de	
valores reales como input,	lo	que permite
representar,	por ejemplo:
– Cualquier número	de	variables	
– Variables	categóricas	->	dummy	coding	

• Con	este	modelo	estándar	podemos	usar	
regresión,	SVMs,	etc.	



Modelo de	Regresión Lineal

• Equivale a	un	polinomio de	grado 1
• Queremos aprender w0 y	los	p parámetros wj
• No	logra capturar interacciones latentes como
la	factorización matricial

• O(p)	parámetros	en	el	modelo.



Modelo con	interacciones (d=2)

• Regresión	Polinomial

• O(p2)	parámetros	en	el	modelo



Representación	Matricial	como	Vector	
de	Features



Representación Matriz	como	Vector	de	
Features



Aplicación	de	Regresión

• Regresión	Lineal:	
• Regresión	Polinomial:	
• Factorización	Matricial:



Problemas con	Regresión	Tradicional

• Regresión	lineal	no	considera	interaciones	
usuario-item	:	poder	de	expresión	muy	bajo	
	

• Regresión	Polinomial	incluye	interacciones	de	
pares	pero	no	se	puede	estimar	porque	
– n	<<	p2		:	nro.	de	casos	mucho	menor	que	el	
número	de	parámetros.	

– Regresión	polinomial	no	puede	generalizar	para	
cualquier	efecto	de	pares	de	variables.



Modelo con	interacción d=2	y	factores
latentes vs.	Regresión	polinomial

• Máquina	de	Factorización	
	
	
	

• Regresión	Polinomial



F.M.	dado	un	modelo con	d=2

Sesgo (bias) 
global

Coeficientes
de regresión
de la j-ésima
variable

Interacción de 
features

Factorización
(variables 
latentes)



F.M.	dado	un	modelo con	d=3

• Modelo	
	
	
	
	

• Parámetros



En	suma

• FMs	usan como entrada	datos numéricos	
reales	

• FMs	incluyen	interacciones	entre	variables	
como	la	regresión	polinomial	

• Los	parámetros	del	modelo	para	las	
interacciones	son	factorizados	

• Número	de	parámetros	es	O(kp)	vs.	O(p2)	en	
regresión	polinomial.



Ejemplos

A. Dos	variables	categóricas	
B. Tres	variables	categóricas	
C. Dos	variables	categóricas	y	tiempo	como	

predictor	continuo	
D. Dos	variables	categóricas	y	tiempo	discretizado

en	bins
E. SVD++
F. Factorized Personalized Markov Chains (FPMC)



A.	Dos	variables	categóricas

• Así,	modelo	corresponde	a	MF	con	biases



B.	Tres	variables	categóricas
• Predicción	de	tripletas RDF	con	FM

• Equivalente a	PITF	(recomendación	de	tags)



C.	Dos	variables	categóricas	y	tiempo	
como	predictor	continuo

• Modelo corresponde a:



D.	Dos	variables	categóricas	y	tiempo	
discretizado en	bins

• Modelo corresponde a:



E.	SVD++

• Modelo idéntico	a:



F.	FPMC

• Equivalente a:



Comparación con	otros modelos

• En	el	paper	Rendle,	S.	(2010,	December).	
Factorization	machines,	se	muestra como
desde FM	se	puede derivar:
–Matrix	Factorization
– SVD++
– Pair-wise	Interaction	Tag-Factorization	(PITF)
– Factorized	Personalized	Markov	Chains	(FPMC)



Propiedades
• Expresividad*	(cualquier matrix	semi-definida
positiva)

• Multilinearidad**
• Complexity

*,	**	ver detalles en	
Rendle,	S.	(2010,	
December).	Factorization	
machines.		

O(kn^2)	->	O(kn)	
Y	debido a	dispersión de	
los	datos,	O(kmD)



Complejidad

Número	de	parámetros	 :	
1 + p + k*p	

lineal	respecto	al	tamaño	del	input	y	el	tamaño	
de	los	factores	latentes



Reducción del	modelo



Aprendizaje

• Regularización	L2	para	regresión	y	clasificacion	
– SGD	
– ALS	
–MCMC	

• Ranking	regularizado	L2	
Todos	los	algoritmos	tienen	tiempo	de	ejecución	
O(k	Nz(x)	i)	donde	i:	iteraciones,	Nz(X):	
elementos	no-cero,	y	k:	nro.	de	factores	
latentes.



Software:	LibFM

• LibFM implementa FMs
–Modelos:	FMs	de	2do	orden
– Aprendizaje:	SGD,	ALS,	MCMC
– Clasificación	y	regresión	
– Formato	de	datos:	sparse	(LIBSVM,	LIBLINEAR,	
SVMlight,	etc.)	

– Soporta	agrupación	de	variables	
– Open	Source:	GPLv3	



www.libfm.org



Predicción	de	ratings	(Context-aware)



Netflix	Prize



Predicción	de	relaciones	en	Redes



KDDCup 2012:	track	1



Predicción	de	Clicks



KDDCup 2012:	Track	2



Predecir Resultados de	Estudiantes



Algunos Resultados



Algunos Resultados II



Using	Libfm

• Llamada 1:

• Llamada 2:



Ejemplo con	libFMexe

• Wrapper	de	LibFM para	R



Conclusiones

• FMs	combinand regresión	lineal/polinomial	
con	modelos	de	factorización.	

• Interacción	entre	variables	se	aprenden	vía	
representación	low-rank.	

• Es posible la	estimación	de	observaciones	no	
observadas.	

• Se	pueden calcular eficientemente y	tienen
una buena calidad de	predicción.	



Referencias

• Rendle,	S.	(2010)	“Factorization	Machines”	
(https://www.ismll.uni-
hildesheim.de/pub/pdfs/Rendle2010FM.pdf)	

• http://www.slideshare.net/hongliangjie1/libfm
• http://www.slideshare.net/SessionsEvents/steffe
n-rendle-research-scientist-google-at-mlconf-sf

• http://www.slideshare.net/0x001/intro-to-
factorization-machines?next_slideshow=1



Proyecto Final	curso RecSys 2014
• Trade-offs	Between	Implicit	Feedback	and	
Context-Aware	Recommendation
– Santiago	Larraín,	PUC	Chile
– Nicolás Risso,	PUC	Chile

• Moviecity Dataset



Proyecto Final	curso RecSys 2014
• Moviecity



Dataset	Moviecity



Dataset	MovieCity II



Métodos I

• Hu	and	Koren ~	Implicit	Feedback



Métodos II

• Factorización Tensorial (usando HOSVD)	



Métodos III

• Factorization	Machines,	Rendle (2010)



Métricas de	Evaluación

• RMSE:	Diferencia de	tiempo entre	programa
visto y	lo	predicho



Optimización de	los	modelos

Implicit	 Feedback

Tensor	Factorization

Factorization	Machines



Comparación de	los	Modelos



Conclusiones

• Error	de	MAE	entre	40%	y	70%:	diferencia
promedio entre	el	tiempo predicho y	el	
tiempo que el	usuario realmente vio.	Mejor
método es Factorization	Machines,	indicando
que para esta tarea el	contexto ayuda.

• Ranking:	el	mejor método es Implicit	
Feedback	recommender.	Extrañamente,	esto
indica que para rankear,	el	mejor método no	
requiere contexto.


